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最適化問題

最適化問題

minimize f (x) subject to x ∈ Rn

f : Rn → R の関数値 f (x) を最小にする x ∈ Rn を (近似的に) 計算したい

最適値 を f ∗ = minx f (x) とおく

最適解の集合 X ∗ = {x | f (x) = f ∗} は非空とする

効率的なアルゴリズムを作りたい:
最適解に収束する {xk} を効率よく計算したい
実際には停留点 (勾配の零点) の計算を目指す:
∇f (xk)→ 0 なる {xk} を効率よく計算したい
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一次法の位置付け

0 次法: f (x) だけが使える

→ Nelder-Mead 法, 勾配推定法 など

1 次法: f (x), ∇f (x) だけが使える (f ∈ C 1)

→ 最急降下法, 共役勾配法, 準 Newton 法 など

2 次法: f (x), ∇f (x), ∇2f (x) だけが使える (f ∈ C 2)

→ Newton 法 など

アルゴリズムの性能 = 反復回数 × 一反復のコスト

一次法の特徴
● 一反復のコストが抑えられるかも
▲ 収束が速くない (多くの反復回数を要する)

応用例: 高次元の最適化で高精度を要求しない場合

機械学習, 画像・信号処理, 圧縮センシング
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仮定: f の平滑性

仮定: f : Rn → R は L-平滑, すなわち, C 1 級で ∇f は L-リプシッツ連続

∥∇f (x)−∇f (y)∥ ≤ L∥x − y∥, ∀x , y

同値な性質

|f (y)− f (x)− ⟨∇f (x), y − x⟩ | ≤ L

2
∥y − x∥2, ∀x , y

|∇2f (x) の固有値 | ≤ L, ∀x

f (x) +
L

2
∥x∥2 は凸関数
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基本的な一次法：最急降下法

最急降下法:

x0 ∈ Rn, xk+1 = xk − λk∇f (xk), k = 1, 2, . . . ,

ステップ幅 λk > 0 をうまく選んで反復を繰り返す. たとえば

定数ステップ幅: λk = 1/L

Armijo 直線探索: 以下を満たす十分小さい λk > 0 を探す.

f (xk+1) ≤ f (xk) + ⟨∇f (xk), xk+1 − xk⟩+
1/λk

2
∥xk+1 − xk∥2

リプシッツ定数 L がわからないときに有効.
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最急降下法の収束率

最急降下法の収束率 [Levitin & Polyak 1966], [Nesterov 2004]

(1) f が L-平滑のとき

min
0≤i≤k

∥∇f (xi )∥ ≤ O

(√
L(f (x0)− f ∗)

k

)
, ∀k = 0, 1, 2, . . .

(2) f がさらに凸関数のとき

f (xk)− f ∗ ≤ O

(
L dist(x0,X

∗)2

k

)
, min

0≤i≤k
∥∇f (xi )∥ ≤ O

(
L dist(x0,X

∗)

k

)
(1) は L-平滑関数に対する “一次法”の中で最適 (定数倍の違いで) [Carmon
et al. 2020].

(2) を改善する一次法が存在: 加速勾配法 [Nesterov 1983]
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Nesterov の一次法

Nesterov の一次法 [Nesterov 1983, 2004; Beck & Teboulle 2009]:

x0 = y0 ∈ Rn

y+
k = yk − λk∇f (yk) (yk からの最急降下ステップ)

xk+1 = xk と y+
k のうち目的関数値の小さい方.

yk+1 = xk+1 +
tk − 1

tk+1
(xk − xk−1)︸ ︷︷ ︸
慣性項

ステップ幅 λk > 0 は最急降下法と同じ. t1 = 1, tk+1 = (1 +
√

1 + 4t2k )/2
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Nesterov の一次法の収束率

Nesterov の一次法の収束率
f が L-平滑な凸関数のとき,

(∗) f (xk)− f ∗ ≤ O

(
L dist(x0,X

∗)2

k2

)
, ∀k = 0, 1, 2, . . .

(∗∗) min
0≤i≤k

∥∇f (xi )∥ ≤ O

(
L dist(x0,X

∗)

k1.5

)
, ∀k = 0, 1, 2, . . .

(∗) は最適 [Nemirovsky & Yudin 1979]

(∗∗) は k1.5 から k2 (最適) に改良する一次法が存在 [Kim & Fessler 2020]
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反復回数の最適な上界の比較

f : L-平滑のとき, 最急降下法は

∥∇f (xk)∥ ≤ ε の達成に O

(
L(f (x0)− f ∗)

ε2

)
反復で十分

f : L-平滑な凸関数のとき,

Nesterov の一次法は

f (xk)− f ∗ ≤ ε の達成に O

(√
L dist(x0,X

∗)2

ε

)
反復で十分

[Kim-Fessler 2020] の一次法は

∥∇f (xk)∥ ≤ ε の達成に O

(√
L dist(x0,X

∗)

ε

)
反復で十分

f に強凸関数という仮定を追加すると, これは更に改善される.
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強凸関数の最小化

f が µ-強凸関数であるとは,

f (y) ≥ f (x) + ⟨∇f (x), y − x⟩+ µ

2
∥x − y∥2, ∀x , y

同値な条件

∇2f (x) の固有値 ≥ µ, ∀x

f (x)− µ

2
∥x∥2 が凸関数

凸共役 f ∗(x) = supy{⟨x , y⟩ − f (y)} が 1

µ
-平滑 (Baillon-Haddad theorem)

強凸関数の最小点は一意的: X ∗ = {x∗}
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強凸関数に対する一次法

強凸関数に対する一次法の収束率
f は L-平滑かつ µ-強凸とする (言い換え: ∇2f (x) の固有値 ∈ [µ, L])

(1) 最急降下法は, 一次収束する:

f (xk)− f ∗ ≤ O
(
L∥x0 − x∗∥2 exp

(
−µ

L
· k
))

利点: ステップ幅 λk = 1/L や直線探索は, 強凸定数 µ を必要としない.

(2) µ を知っていれば, [Nesterov 2018] の一次法は, 一次収束する:

f (xk)− f ∗ ≤ O

(
µ∥x0 − x∗∥2 exp

(
−
√

µ

L
· k
))

最適

µ に依存せず, 最良の収束率を実現する一次法は知られていない.
µ
2 ∥xk − x∗∥2 ≤ f (xk)− f ∗ を使うと ∥xk − x0∥ の収束率も示せる (最適)
1
2L∥∇f (xk)∥

2 ≤ f (xk)− f ∗ を使うと ∥∇f (xk)∥ の収束率も示せる (ほぼ最適)
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課題

f : L-平滑な凸関数のとき, [Kim-Fessler 2020] の一次法は

∥∇f (xk)∥ ≤ ε の達成に O

(√
L dist(x0,X

∗)

ε

)
反復で十分 (最適)

→ ただし, 反復回数が固定

f : L-平滑かつ µ-強凸のとき, Nesterov の一次法は

∥∇f (xk)∥ ≤ ε の達成に O

(√
L

µ
log

L∥x0 − x∗∥
ε

)
反復で十分 (ほぼ最適)

→ ただし, µ を知っている必要がある

アプローチ：適応的正則化 [I. & Fukuda 2021]

f (x) +
σ

2
∥x − x0∥2 の最小化を解く & σ を適応的に決める
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正則化

正則化した目的関数の最小化

minimize fσ,x0(x) := f (x) +
σ

2
∥x − x0∥2

最適値 minx fσ,x0(x) = eσf (x0): Moreau envelope

最適解 x∗σ,x0 = proxf /σ(x0): 近接写像

∥∇f (x∗σ,x0)∥ ≤ σ dist(x0,X
∗)
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正則化 [Nesterov 2012]

正則化した目的関数の最小化

minimize fσ,x0(x) := f (x) +
σ

2
∥x − x0∥2

f が L-平滑な凸関数 =⇒ fσ,x0 は (L+ σ)-平滑かつ σ-強凸

そこで, fσ,x0 に Nesterov の一次法を使う → 一次収束

k = O

(√
L

σ
log

L+ σ

σ

)
反復すると ∥∇f (xk)∥ ≤ 2σdist(x0,X

∗).

[Nesterov 2012] σ =
ε

2dist(x0,X ∗)
とするとき, ∥∇f (xk)∥ ≤ ε を得るには

O

(√
Ldist(x0,X

∗)

ε
log

Ldist(x0,X
∗)

ε

)
反復で十分 (準最適)
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適応的 正則化 [I. & Fukuda 2021]

minimizex fσ,x0(x) := f (x) +
σ

2
∥x − x0∥2, σ ← L と初期化

Algorithm I: Adaptive regularization scheme

(a) x̄ ← Nesterov 一次法で minx fσ,x0(x) を解く:

初期点 x0 として O(
√
L/σ log(L+ σ)/σ) 反復する.

(=⇒ ∥∇f (x̄)∥ ≤ 2σ dist(x0,X
∗) が成り立っている)

(b) IF ∥∇f (x̄)∥ > ε ⇒ σ >
ε

2 dist(x0,X ∗)
so restart (a) letting σ ← σ/2.

ELSE: ∥∇f (x̄)∥ ≤ ε なので終了

Main result I: ∥∇f (x̄)∥ ≤ ε となるには

合計で O

(√
L dist(x0,X

∗)

ε
log

L dist(x0,X
∗)

ε

)
反復で十分 (準最適)
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課題 (再掲)

f : L-平滑な凸関数のとき, [Kim-Fessler 2020] の一次法は

∥∇f (xk)∥ ≤ ε の達成に O

(√
L dist(x0,X

∗)

ε

)
反復で十分 (最適)

→ ただし, 反復回数が固定

f : L-平滑かつ µ-強凸のとき, Nesterov の一次法は

∥∇f (xk)∥ ≤ ε の達成に O

(√
L

µ
log

L∥x0 − x∗∥
ε

)
反復で十分 (ほぼ最適)

→ ただし, µ を知っている必要がある
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f (x) +
σ

2
∥x − x0∥2 の最小化を解く & σ を適応的に決める
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Hölderian error bound condition

仮定: Hölderian Error Bound (HEB)

初期点 x0 ∈ Rn に対して, ∃κ > 0, ∃ρ ≥ 1 such that

f (x)− f ∗ ≥ κ dist(x ,X ∗)ρ, ∀x with f (x) ≤ f (x0).

ただし X ∗ は最適解集合

強凸性の一般化になっている:

f : µ-強凸 ⇐⇒ f (x) ≥ f (y) + ⟨∇f (y), x − y⟩+ µ

2
∥x − y∥2,

=⇒ f (x)− f ∗ ≥ µ

2
dist(x ,X ∗)2, ∀x

=⇒ HEB with κ =
µ

2
, ρ = 2

f が連続, 凸, 強圧的, 半代数的 ⇒ ∀x0 ∈ Rn, ∃κ, ρ such that HEB holds.

f : 半代数的 ⇐⇒ graph (f ) : 半代数的 ⇐⇒
graph (f ) =

⋃finite
i

⋂finite
j {x : pij(x) ≤ 0}, pij : 多項式
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Hölderian error bound condition
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Hölderian error bound condition

仮定: Hölderian Error Bound (HEB)

初期点 x0 ∈ Rn に対して, ∃κ > 0, ∃ρ ≥ 1 such that

f (x)− f ∗ ≥ κ dist(x ,X ∗)ρ, ∀x with f (x) ≤ f (x0).

ただし X ∗ は最適解集合

 Lojasiewicz 不等式との関係 (Bolte et al. 2017)

C 1 凸関数 f : Rn → R, x0 ∈ Rn, ρ ≥ 1 に対して,

HEB が成り立つ κ > 0 が存在 ⇐⇒ ∃c > 0 such that

∥∇f (x)∥ ≥ c(f (x)− f ∗)α, ∀x with f (x) ≤ f (x0), α = 1− 1

ρ
∈ [0, 1)

これらを組み合わせると,

dist(x ,X ∗) ≤ κ− 1
ρ−1 ∥∇f (x)∥

1
ρ−1
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適応的な一次法

HEB は多くの応用で成り立つ

HEBの定数 κ と ρ を予め知ることは一般に難しい.

仮定 適応する定数 近似尺度
Nesterov ’07 µ-強凸 µ ∥∇f (x)∥
Lin&Xiao ’15
Fercoq&Qu ’17 HEB with ρ = 2 係数 κ ∥∇f (x)∥
Liu&Yang ’17 HEB (ρ が既知) 係数 κ ∥∇f (x)∥
This work HEB 係数 κ と指数 ρ ∥∇f (x)∥
Roulet& d’Aspremont ’17 HEB 係数 κ と指数 ρ f (x)− f ∗

Renegar&Grimmer ’18
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アルゴリズムの導出

HEB は以下を満たす:

dist(x ,X ∗) ≤ κ− 1
ρ−1 ∥∇f (x)∥

1
ρ−1

ここで Algorithm I で ε = ∥∇f (x0)∥/2 としたときの反復回数の上界は

O

(√
Ldist(x0,X

∗)

ε
log

Ldist(x0,X
∗)

ε

)
≤ O

√L∥∇f (x0)∥
2−ρ
ρ−1

κ
1

ρ−1

log
L∥∇f (x0)∥

2−ρ
ρ−1

κ
1

ρ−1
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HEB に対する適応的な一次法

仮定: f : L-平滑な凸関数で HEB を満たす κ, ρ が存在 (L は既知, κ, ρ は未知)

Algorithm II

x0 ∈ Rn, σ := L. Set x+0 := x0 −∇f (x0)/L

外部反復 t = 0, 1, 2, . . .: xt から xt+1 への更新

(a) x
(0)
t , x

(1)
t , . . . ← Nesterov 一次法で fσ,x+

t
を最小化:

初期点 x+t , 反復回数 Kt := O

(√
L/σ log

L+ σ

σ

)
,

(∗) IF ∥∇f (x (k)t )∥ ≤ ∥∇f (xt)∥/2 がある反復 k で成り立てば,

xt+1 := x
(k)
t , x+t+1 := xt+1 −∇f (xt+1)/L として (t + 1)-外部反復へ

(b) IF (∗) does not hold until Kt iteration, set σ ← σ/2 and retry t-th stage.
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反復回数の上界

簡略版:
xt+1, σ ← Algorithm 1: 目的関数 fσ,x+

t
, 初期点 x+t , 誤差 ∥∇f (xt)∥/2

x+t+1 := xt+1 −∇f (xt+1)/L

Main result II

∥∇f (x)∥ ≤ ε を得るまでの, パフォーマンス:

ρ = 1 1 < ρ < 2 ρ = 2 ρ > 2
∥∇f (xt)∥ の収束 finite superlinear linear sublinear

反復回数 (w.r.t. ε) const O(log log 1
ε ) O(log 1

ε )
∗1 O(ε−

ρ−2
2(ρ−1) log 1

ε )
∗2

(∗1) = O

(√
L
κ log L

κ log 1
ε

)
, (∗2) = O

(√
L

κ
1

ρ−1 ε
ρ−2
ρ−1

log 1
ε

)
: 準最適
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反復回数の上界
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Main result II

∥∇f (x)∥ ≤ ε を得るまでの, パフォーマンス:
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∥∇f (xt)∥ の収束 finite superlinear linear sublinear

反復回数 (w.r.t. ε) const O(log log 1
ε ) O(log 1

ε )
∗1 O(ε−

ρ−2
2(ρ−1) log 1

ε )
∗2

(∗1) = O

(√
L
κ log L

κ log 1
ε

)
, (∗2) = O

(√
L

κ
1

ρ−1 ε
ρ−2
ρ−1

log 1
ε

)
: 準最適
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最急降下法との比較

最急降下法: xk+1 = xk −
1

L
∇f (xk), k = 0, 1, 2, . . ..

∥∇f (xk)∥ ≤ ε を得るまでのパフォーマンス [Liu-Yang 2017]:

ρ = 1 1 < ρ < 2 ρ = 2 ρ > 2
∥∇f (xk)∥ の収束 finite superlinear linear sublinear

反復回数 (w.r.t. ε) const O(log log 1
ε ) O( Lκ log 1

ε ) O(Lκ− 1
ρ−1 ε−

ρ−2
ρ−1 )

最急降下法は適応的

提案手法の反復回数 ≈
√
最急降下法の反復回数
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まとめと課題

課題: L-平滑な凸関数 f に対して O

(√
L∥x0 − x∗∥

ε

)
反復で

∥∇f (x)∥ ≤ ε を達成できる, 反復回数を固定しない一次法はあるか?

→ 提案手法 O

(√
L∥x0 − x∗∥

ε
log

L∥x0 − x∗∥
ε

)

課題: L-平滑な µ-強凸関数 f に対して O

(√
L

µ
log

µ∥x0 − x∗∥
ε

)
反復で

∥∇f (x)∥ ≤ ε を達成できる一次法はあるか (L, µ を知らなくても)

→ 提案手法 O

(√
L

µ
log

L

µ
log

L∥x0 − x∗∥
ε

)

他の興味

非平滑の場合の解析

他のエラーバウンド

他のアルゴリズムへの応用: Frank-Wolfe 法 [Carderera et al. 2021]
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